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RESUME

Les récentes avancées des technologies de séquengage des biomolécules ont contri-
bué & la génération de quantités colossales de séquences et de données biologiques.
La classification de ces séquences est importante dans les différentes analyses de sé-
quences telles que 'identification des éléments génomiques, la prédiction de leurs
caractéristiques et fonctions, et 'inférence de leurs relations phylogénétiques et
taxonomiques. Les méthodes de classification assignent une nouvelle séquence a
un ensemble de séquences de référence qui partagent des propriétés et des traits
similaires. Ces méthodes appartiennent & plusieurs catégories d’approches qui sont
basées sur 1’alignement de séquences ou la phylogénie, ou indépendantes de 1’ali-
gnement de séquences. Plusieurs méthodes de classification sont généralement
spécifiques 4 un type d’organisme et ne sont pas adaptées & un volume énorme
de séquences. Dans ce mémoire, nous abordons deux problématiques de classifica-
tion des séquences nucléotidiques, la classification des séquences virales en rangs
taxonomiques et 1’identification des microARNs & partir d’'un lot de séquences
de petits ARNs. Nous avons développé des méthodes de classification intégra-
tives, indépendantes de ’alignement de séquences et basées sur ’apprentissage
automatique. Ces nouvelles méthodes sont génériques, adaptées & plusieurs types
d’organismes, et peuvent traiter des grandes quantités de données de nature hété-
rogéne. Les méthodes développées sont efficaces, rapides et ont des performances
comparables & celles des méthodes existantes. Finalement, elles sont implémentées
dans des plateformes web publiques facilitant la réutilisation et la reproductibilité
des expériences de classification par la communauté.

Mots clés : Classification des séquences nucléotidiques, apprentissage automa-
tique, prédiction, classification des séquences virales, identification des microARNS,
plateformes intégratives.






INTRODUCTION

Dans le domaine de la bioinformatique, on congoit des algorithmes et des pro-
grammes informatiques et statistiques pour la gestion, le traitement, ’analyse
et la modélisation des données afin de résoudre des problémes en sciences de
la vie tels que la biologie, 'agronomie et la médecine. La bioinformatique est
multi-disciplinaire qui implique la biologie, 'informatique, les statistiques et les
mathématiques. Les données biologiques sont constituées, de fagon générale mais
non exhaustive, des séquences, des structures, des fonctions et des interactions des

biomolécules.

L’analyse de séquences biologiques est I'une des pratiques pionniéres de la bio-
informatique. Elle permet l'inférence d’homologie, 'annotation fonctionnelle et
structurelle ainsi I'identification des variations et marqueurs génétiques. Les ap-
proches d’analyse de séquences biologiques ont vu le jour avec la génération des
premiers fragments de séquences des protéines et des acides nucléiques dans les
années 1960 et 1970. Initialement, ces approches étaient bé.sées sur l'algorith-
mique du texte (domaine de 'informatique qui traite les chaines de caractéres).
Cela inclut ’alignement, la comparaison et le regroupement des séquences, le cal-
cul de distance entre deux séquences, la recherche des motifs et I’assemblage des
sous-séquences, etc. Durant les deux décennies suivantes (1980 - 1990), les sé-
quences biologiques de différentes espéces sont devenues plus abondantes grace a
la maitrise et & I’automatisation des techniques de séquengage de premiére géné-
ration. Des nouvelles méthodes ont été développées pour analyser ces séquences
et de nouveaux concepts ont été introduits tels que la modélisation probabiliste

(chaines de Markov) des séquences et des familles de génes. Des méthodes issues



de l'apprentissage automatique (machine learning), telles que les réseaux de neu-
rones artificiels (ANN), les séparateurs & vaste marge (SVM) et les modéles de
Markov cachées (HMM), ont été utilisées dans le but d’identifier et classer les
séquences. Egalement, des approches avancées ont été développées pour les mo-
deéles d’évolution de I’ADN ainsi pour la construction phylogénétique (telles que le
maximum de vraisemblance et I'inférence bayésienne). Dans les années 2000, le dé-
veloppement de nouvelles technologies de biologie moléculaire, particuliérement le
séquencgage & haut débit, a facilité le séquengage des transcriptomes et des génomes
des milliers d’espéces (animales, végétales et microbiennes). Ces technologies gé-
nérent des quantités massives de données biologiques (de 'ordre de téraoctets).
L’adaptation des méthodes d’analyses existantes et le développement des tech-
niques modernes sont devenus nécessaires afin de manipuler, traiter et interpréter
un volume important de données génomiques de nature complexe et hétérogéne.
Plusieurs méthodes d’apprentissage automatique (supervisées et non supervisées)
sont appliquées de plus en plus dans ’analyse de séquences biologiques en raison

de leur rapidité, la possibilité de leur interprétation, leur adaptation et extension,

et la disponibilité de leurs implémentations informatiques.

Le présent mémoire s’intéresse & la classification de séquences biologiques, 1'un
des domaines importants de I’analyse de séquences. La classification de séquences
assigne une nouvelle séquence & un ensemble de séquences connues partageant des
propriétés, des caractéristiques, des traits ou des fonctions similaires. Elle sert &
prédire des génes codants et non codants, & annoter des éléments et des régions
génomiques ainsi & identifier des nouvelles souches et espéces. Les expériences de

la classification traitent des données génétiques, génomiques et métagénomiques.

Les approches de classification peuvent étre dédiées (spécifiques) 4 un élément gé-
nétique (promoteurs des génes, sites d’épissage, une famille de génes, petits ARNS,

etc.), un type de tissu (hépatique, nerveux, etc.), une maladie, un dysfonctionne-



ment (cancers, diabéte, etc.), une espéce ou un rang taxonomique (Homo sapiens,
Arabidopsis, plantes, retrovirus, etc.). Cependant, il existe des approches géné-
riques (universelles) congues pour la classification des séquences dans plusieurs
types de problémes (classification des génes codants, des viromes ou des données
métagénomiques, etc.). Dans les approches algorithmiques de la classification de
séquences, il existe deux catégories de méthodes. 1) La premiére catégorie regroupe
des méthodes basées sur un alignement de séquences, comme la recherche par simi-
larité, les comparaisons par paire et les inférences phylogénétiques. 2) La deuxiéme
catégorie est indépendante de ’alignement de séquences (alignment-free). Ces mé-
thodes transforment les séquences ou leurs relations en des vecteurs. Les vecteurs
sont ensuite utilisés pour entrainer un modéle statistique ou d’apprentissage auto-
matique. Sous une autre perspective, les approches de classification peuvent étre
individuelles utilisant une seule méthode de classification, comme elles peuvent

étre intégratives combinant plusieurs méthodes et algorithmes de classification.

Les travaux de recherche décrits dans ce mémoire portent sur ces différents as-
pects de la classification de séquences en mettant ’accent sur les méthodes basées
sur 'apprentissage automatique (les autres méthodes sont aussi utilisées ou éva-
luées). Le mémoire inclut un chapitre d’introduction au contexte et des notions
abordées (en biologie et en apprentissage automatique), trois principaux chapitres
ainsi qu’une conclusion. Les trois principaux chapitres sont présentés sous forme
d’articles scientifiques acceptés ou publiés dans des journaux avec comités de lec-

ture.

— Article 1 (chapitre 2) :
Remita M.A., Halioui A., Diouara A.A.M., Daigle B., Kiani G. and Diallo
A.B. A machine learning approach for viral genome classification. Accepté
le 15 mars 2017 & BMC Bioinformatics.

L’article présente une nouvelle méthode ainsi une plateforme générique



pour la classification des séquences virales. Cette méthode est indépen-
dante de i’a.lignernent, inspirée d’une technique de biologie moléculaire et
est basée sur des algorithmes d’apprentissage supervisé.

J’ai une contribution majeure dans ce projet. La conception de l’approche
est faite avec Ahmed Halioui sous la supervision de Abdoulaye Baniré Diallo.
J’ai développé et implémenté la méthode (programme principal), la plate-
forme web (back-end et front-end) et la base de données. J'ai construit les
jeur de données et réalisé les simulations et les expériences de classifica-

tion. Les coauteurs ont participé dans les différentes étapes du projet.

Article 2 (chapitre 3) :

Agharbaoui Z., Leclercq M., Remita M.A., Badawi M.A, Lord E., Houde
M., Danyluk J., Diallo A.B. and Sarhan F. (2015). An integrative approach
to identify hezaploid wheat miRNAome associated with development and
tolerance to abiotic stress. BMC Genomics, 16(1), 339.

L’article décrit une approche intégrative pour la classification des microARNs
appliquée au génome du blé. Cette approche, congue pour la prédiction des
microARNSs des plantes, combine plusieurs étapes de traitement de données
et de multiples algorithmes de prédiction.

J’ai une contribution principale, avec Mickael Leclercq, dans l’aspect bioin-
formatique du projet sous la supervision de Abdoulaye Baniré Diallo. J'at
bartz'cipé a la conception et le développement de [’approche bioinformatique,
lintégration des données, la génération et l’agrégation des résultats, leur

analyse et leur interprétation.

Article 3 (chapitre 4) :
Remita M.A., Lord E., Agharbaoui Z., Leclercq M., Badawi M.A, Sarhan
F. and Diallo A.B. (2016) A novel comprehensive wheat miRNA database,



including related bioinformatics software. Current Plant Biology, 7, 31-
33.

L’article présente une plateforme web implémentant des méthodes utilisées
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CHAPITRE 1

NOTIONS DE BIOLOGIE ET D’APPRENTISSAGE AUTOMATIQUE

i | Notions de biologie

) G W | Acide nucléique

Un acide nucléique est une macromolécule (polymeére) constituée d’un empilement
de plusieurs monomeéres appelés nucléotides. Chaque nucléotide est composé de
trois éléments : un sucre 4 5 carbones (pentose), un groupe phosphate et une base
nucléique. Les bases nucléiques sont des molécules organiques azotées au nombre
de cinq principalement, qui sont I’adénine (A), la cytosine (C), la guanine (G),
la thymine (T) et I'uracile (U). Il existe deux types d’acides nucléiques : ’acide
désoxyribonucléique (ADN) et l’acide ribonucléique (ARN). L’ADN héberge le
génome, ’ensemble de l'information génétique d’un organisme. Il contient des
génes codants (transcrits en ARN messagers), des génes non codants (transcrits en
ARN non codants ou éléments transposables) et des régions non transcrites. Il est
formé de deux brins antiparalléles (orientés en sens opposé) et enroulés 'un autour
de l'autre (en double hélice). Les ARNs sont divisés en deux catégories : ARNs
codants et ARNs non codants. L’ARN codant est appelé ARN messager (ARNm),
une copie simple brin de ’ADN qui sera traduite en protéine. Les ARNs non
codants s’impliquent dans différents mécanismes cellulaires tels que la traduction

protéique (ARN ribosomique (ARNr) et ARN de transfert (ARNt)), la catalyse



des réaction chimique (Ribozyme) et la régulation de ’expression génique (ARN

interférent (ARNi)).

102 microARN

Un des types des ARNi est le microARN (miARN). C’est un petit simple brin
d’ARN d’une taille de 18 & 25 nucléotides. Les miARNs sont des régulateurs
post-transcriptionnels de ’expression des génes et sont impliqués dans plusieurs
fonctions physiologiques et voies métaboliques (développement, croissance, stress
biotique et abiotique, cancer et apoptose). Chaque miARN est issu d’une séquence,
d’une centaine de nucléotides appelée pré-miARN, qui se replie en épingle & che-
veux (structure tige—bouclé) comprenant une complémentarité imparfa.ite (boucle
et hernies) et formant un duplexe miARN 5p - miARN 3p (figure 1.1). Les génes
codant les miARNs se localisent dans plusieurs régions du génome et peuvent for-
mer des clusters de miARNs. On les trouve chez les animaux, les plantes et les
virus ou leurs biogenéses et mécanismes de ciblage des génes sont différents. Les
miARNs peuvent étre conservés entre plusieurs espéces du méme régne comme ils

peuvent &tre spécifique pour un clade ou une espéce (miARN jeune).

1.1:3 Peptides et protéines

Les peptides et les protéines sont des polymeéres linéaires composés d’acides ami-
nés. La différence entre les deux réside dans le nombre d’acides aminés. Les
protéines sont plus grandes que les peptides. Ces macromolécules sont généra-
lement issues de la traduction d’ARNm effectuée par les ribosomes. Ces derniers
assemblent les résidus d’acides aminés selon un ordre défini par une succession de
codons (triplets de nucléotides) portés sur TARNm et traduits en acides aminés
par des ARNts selon le code génétique. Vingt-deux acides aminés, dits protéino-

génes, participent dans la biosynthése des protéines. L’enchainement des acides
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Figure 1.1: Structure secondaire d'un précurseur de miARN. Source : Leclercq

et al. (2013)

aminés dans la protéine constitue sa structure primaire.

1.14 Enzyme de restriction

Une enzyme de restriction est une protéine endonucléase qui coupe ’ADN dans
une région spécifique appelée site de restriction (4 & 8 paires de bases). Il existe
des centaines d’enzymes de restrictions classifiées principalement en trois groupes
(d’autres groupes existent) selon leurs compositions, leurs besoins en cofacteurs

enzymatiques, les sites de restrictions qu’elles reconnaissent et la position du cli-
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vage. Les enzymes de type I et III coupent un fragment d’ADN en un endroit
distant du site de restriction, cependant les enzymes de type II coupent le frag-
ment en endroit spécifique du site. Ces enzymes sont exprimées par des bactéries et
sont impliquées dans un systéme de défense contre les virus (bactériophages). Ce
systéme est appelé systéme de restriction/modification associant deux enzymes
reconnaissant le méme site de restriction, une enzyme qui clive le fragment du
virus et 'autre qui méthyle le fragment de la bactérie empéchant sa coupure.
Grace & leurs propriétés, les enzymes de restriction sont utilisées dans les labora-
toires de biologie moléculaire et génie génétique. Plusieurs techniques de biologie
moléculaire se basent sur ces enzymes tels que le clonage moléculaire et le poly-
morphisme de longueur des fragments de restriction (restriction fragment length
polymorphism, RFLP). La technique RFLP est utilisée dans la discrimination des

séquences d’ADN homologues.

1:1:5 Virus

Les virus sont des agents biologiques infectant les cellules d’autres organismes pour
se répliquer. Les virus dans leur forme extra-cellulaire sont des particules (appelées
virions) constituées d’un génome (acide nucléique) entouré par une capside de
protéines. Les virus sont des entités ubiquitaires et abondantes. Il est estimé qu'’il
existe 103! virus sur la terre, la majorité des virus sont des bactériophages (virus
infectant les bactéries) (Breitbart et Rohwer, 2005). Ils montrent aussi une grande
diversité (milliers de génotypes). Leurs génomes peuvent étre de ’ADN ou ’ARN ;
simple ou double brin; linéaire, circulaire, partiellement circulaire ou segmenté;

de polarité positive, négative ou ambisens.



1|
1.1.6 Séquengage

Le séquencgage est le processus de détermination de la structure primaire d’une
biomolécule c’est-a-dire ’ordre linéaire de ses composants (les nucléotides pour
les acides nucléiques et les acides aminés pour les protéines). Le résultats du
séquengage est une séquence de symboles appartenant un alphabet spécifique &
chaque type de biomolécule. Les séquences issues du séquengage peuvent étre

manipulées et analysées par des méthodes informatiques et statistiques.

1.2 Données utilisées en apprentissage automatique

Dans un probléme d’apprentissage automatique, les données sont représentées
sous la forme d’objets et d’attributs. Un jeu de données est constitué par un
ensemble d’objets. Les objets sont nommés aussi ezemples, instances, enregistre-
ments, observations, vecteurs, entités, etc. De autre coté, les caractéristiques et
les propriétés des objets sont décrites par un ensemble d’attributs. Les attributs
sont connus aussi par les noms dimensions, champs, features et variables. Pour
analyser des données, plusieurs étapes sont nécessaires dont la description statis-
tique, le prétraitement, la classification et l'interprétation. Les sous- sections qui

suivent décrivent les deux premiéres étapes.

1.2 Types d’attributs

Les attributs se distinguent en deux catégories : qualitatifs (catégoriels) et quan-
titatifs. Les attributs qualitatifs ont des valeurs réparties en différentes catégories
dont les caractéristiques sont discrets. Par ailleurs, les attributs quantitatifs sont
des nombres représentant des comptages et des mesures. Les attributs quantita-
tifs discrets ont des valeurs finies ou dénombrables contrairement aux attributs
continus. Une autre maniére de distinguer les types d’attributs est 1’utilisation

des propriétés des nombres. Ces propriétés sont : la distinction (= et #), I'ordre
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(<,<,> et >), I'addition (+ et —) et la multiplication (* et /). Le tableau 1.1
décrit les types d’attributs selon ces propriétés ainsi les opérations statistiques

valides pour ces attributs.

1.2.2 Description statistique des données

Des mesures statistiques simples peuvent étre appliquées pour avoir une vue d’en-
semble des jeux de données et décrire leurs différentes caractéristiques. Supposons
qu'on a N objets z,,zs, ..., Z;, ..., Ty décrits par un attribut X. On peut calcu-
ler pour chaque valeur z; une fréquence qui est le nombre d’objets qui ont la
valeur z; dans l'attribut X divisé par le nombre d’objets N. Aussi, des mesures
de tendance centrale et de dispersion peuvent é&tre calculées sur ’ensemble des

données.

1425251 Mesures de tendance centrale

Une mesure de tendance centrale (ou la position) est une valeur qui pointe sur le

centre ou le milieu d’un jeu de données. Les mesures principales de position sont :

— Le mode est la valeur z; la plus fréquente. Il peut étre calculé pour des
attributs catégoriels et numériques. Une variable peut avoir un seul mode
(variable unimodale) comme plusieurs (variable plurimodale).

— La moyenne arithmétique (Z) est la mesure la plus utilisée pour décrire
la position d’un ensemble de valeurs. Elle peut étre simple, calculée comme
suit :

Zéil Zi
= (1)

=

Elle peut étre une moyenne pondérée en associant chaque valeur z; & un

poids ou un coefficient w; :

(1.2)
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Une moyenne arithmétique peut &tre biaisée par des valeurs extrémes. Ce
biais peut étre retiré en calculant une moyenne sans les valeurs extrémes
(moyenne tronquée).

— La médiane d’un ensemble de valeurs triées est la valeur du milieu. la
médiane sépare ’ensemble en deux moitiés égales, une moitié avec des
valeurs inférieures & la médiane et 'autre avec des valeurs supérieures.
Cette mesure est plus descriptive de la tendance centrale que la moyenne
dans le cas d’une distribution asymétrique des valeurs ou la présence de
valeurs extrémes. Elle est calculée pour les variables numériques mais peut

étre adaptée pour des variables ordinales.

Le mode, la moyenne et la médiane ont la méme valeur dans une distribution de
données symétrique (figure 1.2a). Généralement les données ne sont pas symé-
triques. Elles présentent soit une distribution asymétrique positive o le mode est
inférieur & la médiane et la moyenne (figure 1.2b) ou négative ot le mode est plus

grand que les deux autres mesures (figure 1.2c).

Mean Mode Mean Mean Mode
Median . i

L Mode PN

: i i

' P

' Median

'

(a) Symmetric data (b) Positively skewed data (c) Negatively skewed data

Figure 1.2: Symétrie contre asymétire positive et négative. Source : Han et al.
(2011)
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1232 Mesures de dispersion

Les mesures de dispersion sont un moyen important pour la description des don-
nées. Elles représentent la variation et 1’étendue des valeurs d’un attribut ou
d’une variable. Elles indiquent si les valeurs sont largement étalées ou relative-
ment concentrées autour d’'une autre valeur telle que la moyenne. Finalement, ces
mesures sont utiles pour identifier les valeurs aberrantes (outliers). Les mesures

les plus utilisées sont :

— L’étendue d’'un ensemble de valeurs est la différence entre la valeur maxi-
male et la valeur minimale.

— Les quantiles sont des valeurs d’'un ensemble de données ordonné qui le
partitionnent en sous-ensembles consécutifs et de tailles égales. Le k™
q — quantile est la valeur z tel que k/q des données ont une valeur in-
férieure & = et (¢ — k)/g des données ont une valeur supérieure & z, ol
0 < k < q. Les 100-quantiles, connus par centiles, partitionnent les don-
nées en 100 sous-ensembles. Les 4-quantiles sont les trois valeurs (@, @
et @3) qui partitionnent les données en quatre parts égales. Ils sont connus
par le nom quartiles. La médiane est un cas particulier des quantiles (2-
quantile) et elle correspond & Q5 et & 509 pour les quartiles et les centiles
respectivement.

— D’écart interquartile est I'étendue entre le premier quartile et le troisiéme
quartile (Q3—@Q1). Cette mesure est, généralement, plus robuste aux valeurs
extrémes que |’étendue décrite auparavant.

— La variance et 1’écart type sont des mesures importantes de la dispersion
et la variation des valeurs autour de la moyenne. L’écart type (o), qui est
la racine carrée de la variance, représente la déviation moyenne des valeurs

par rapport & la moyenne. Il a une faible valeur si I’ensemble des données est
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concentré sur la moyenne, et une valeur élevée si les données sont réparties
sur un grand nombre de valeurs. La formule de la variance est donnée par
I’équation 1.2.2.2.
R T - VI
0= Z(:v1 — ) (1.3)

i=1

L’écart type est toujours positif et il est nul si toutes les données ont la
méme valeur. Il a la méme unité que les données originales. La variance et
l’écart type sont sensibles aux valeurs aberrantes parce qu'ils sont calculés

en utilisant la moyenne.

1.2:8 Prétraitement des données

Les grandes masses de données contiennent généralement du bruit, des inconsis-
tances, des valeurs manquantes et des duplications. Cela peut étre dii aux erreurs
et limitations de mesures et aux origines multiples et hétérogénes des données. Les
données de mauvaise qualité ne sont pas propices pour la réalisation d’analyses et
modélisations pertinentes. L’étape de prétraitement des données consiste en plu-
sieurs techniques qui visent & réduire ou éliminer ces imperfections. Ces techniques
sont : I’intégration, le nettoyage, la réduction de la dimension, la transformation

et la discrétisation (Han et al., 2011; Tan et al., 2006; Witten et al., 2011).

1.2.3.1 Intégration

Les technique d’apprentissage automatique peuvent utiliser des jeux de données
issus de plusieurs sources. La combinaison de plusieurs jeux de données peut in-
troduire des inconsistances (par exemple le conflit de valeurs pour un attribut
avec différents unités de mesures), des redondances (un attribut peut exister sous
différents noms ou peut &tre déduit & partir d’un autre) et des duplications d’enre-

gistrements. L’étape d’intégration doit fournir des solutions tels que la résolution



17

de I’hétérogénéité sémantique, analyse de corrélation et la détection des duplica-

tions.

1.2:3.2 Nettoyage

Le nettoyage des données comporte le traitement des données incomplétes. Plu-
sieurs méthodes peuvent étre utilisées pour traiter les valeurs manquantes. La
plus simple est I’élimination des enregistrements contenant ces vides ou l'utilisa-
tion d’une constante globale pour remplir les vides. Une autre méthode est de
remplacer les valeurs manquantes par la moyenne ou la médiane de toutes les va-
leurs de I'attribut ou des valeurs appartenant & la méme classe. Des méthodes plus
sophistiquées estiment la valeur la plus probable par régression, inférence bayé-
sienne ou arbre de décision. L’étape de nettoyage peut aussi éliminer les données
bruitées et valeurs aberrantes. Leur détection s’effectue par le ca.lcull de l’écart in-
terquartile ou par des méthodes de groupement des données par classe (binning),

régression et clustering.

1.2.3.3 Réduction de la dimension

L’objectif de la réduction de dimension est I'obtention d’une représentation ré-
duite du jeu de données tout en minimisant la perte d’information et conservant
I’intégrité des données. L’analyse d’un ensemble de donnée réduit est plus perfor-
mante, compréhensible et rapide. Les méthodes de réduction cherchent & découvrir
les attributs non pertinents et la corrélation entre les attributs. Il existe deux ap-
proches pour la réduction de dimension : la sélection d’attributs (feature selection)
qui élimine les attributs non pertinents et corrélés et la redescription d’attributs en

appliquant des transformations (exemple : analyse en composantes principales).
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1.2:34 Transformation et discrétisation

\

Les méthodes de transformation convertissent les valeurs des attributs afin d’amé-
liorer la performance d’algorithmes de classification tels que ceux basés sur une
distance. La transformation peut se faire avec une fonction mathématique simple
(puissance, racine carrée, logarithme décimal, inverse, etc.) ou par la standardisa-
tion (centrer-réduire). Cette derniére procure un poids égal et une caractéristique
particuliére pour ’ensemble d’attributs. La standardisation peut s’effectuer par
une méthode min-max qui remet & 1’échelle les valeurs d’un attribut A dans un
nouvel intervalle spécifié [new__mina, new_maz,] :

V; — MiNg ) .
vi=—"——"" (new mazrs—mnew ming)+new minga 1.4
1 - — o
mazrs — ming

Une autre méthode est la standardisation z-score selon la formule

Uy — KA

V= O—A“ (1.5)
ou ua4 et o4 sont la moyenne et I’écart type de la variable A respectivement. La
nouvelle variable aura une moyenne égale & 0 et un écart type égale a 1.

Plusieurs algorithmes d’apprentissage ne peuvent pas traiter les valeurs continues.
Ainsi, il est nécessaire de transformer les attributs numériques continues en at-
tributs numeériques discrets ou ordinaux (ce principe se nomme la discrétisation).
Les techniques de discrétisation incluent le binning, le clustering, ’analyse d’his-

togrammes, les arbres de décision et ’analyse de corrélation.

13 Apprentissage automatique

L’apprentissage automatique (machine learning en anglais) s’intéresse & la concep-
tion, le développement et I'application d’algorithmes qui apprennent et évoluent
avec des expériences (Mitchell, 1997) pour découvrir des connaissances (interpréta-

tion et description) ou faire des décisions (prédictions). Les expériences, appelées
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concepts, sont un ensemble d’exemples caractérisés par des attributs. Ces algo-
rithmes d’apprentissage produisent des modéles (descriptions du concept) qui dé-
crivent les relations qui existent entre I’ensemble d’attributs. Ces modéles peuvent

étre exploités et appliqués sur des exemples futurs.

Les approches d’apprentissage automatique se divisent en trois catégories selon le
type de la décision produite. La premiére catégorie est la classification. C’est la
tache d’assigner des objets inconnus & des catégories (classes ou étiquettes) prédé-
finies en utilisant un modéle construit & partir d’'un ensemble d’exemples connus
et étiquetés. La deuxiéme catégorie est la prédiction numérique. Contraire-
ment 4 la classification o la décisic;n est catégorielle (discréte et non ordonnée),
la prédiction numérique produit une décision numeérique continue. Elle peut se
faire par des méthodes d’analyse de régression. La classification et la prédiction
numérique sont des approches dites supervisées & cause de la connaissance préa-
lable des classes des exemples. En outre, il y a 'apprentissage non supervisé ou
les objets ne sont pas étiquetés. Ca correspond 4 la troisiéme catégories qui est le
clustering (catégorisation). Son objectif est de découvrir les regroupements et les
partitions naturels d’un ensemble d’objets. En analysant la forme, la taille et la
densité des groupes, les algorithmes cherchent & maximiser les similarités entre les
objets du méme groupe et & minimiser les similarités entre les objets des groupes

différents.

Les sous-sections suivantes détaillent quelques approches principales d’apprentis-
sage supervisé et non supervisé qui ont été utilisées ou évaluées dans les études

décrites dans ce mémoire.
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1.3:1 Approches supervisées

13215 Apprentissage par arbres de décision

L’apprentissage basé sur des arbres de décision utilise une structure d’arbre intui-
tive qui facilite la description et l'interprétation du modeéle d’apprentissage (figure
1.3). Dans cette structure, chaque nceud interne correspond & un test sur un at-
tribut, chaque branche reprééente le résultat du test et chaque feuille contient une

classe (chaque classe peut correspondre plusieurs feuilles).

La classification des objets se fait par une séquence de tests successifs sur les
attributs qui les décrivent. Il existe un nombre exponentiel d’arbres de décision
construits & partir d’un ensemble d’attributs. L’algorithme Hunt (Hunt et al.,
1966) adopte une stratégie récursive basée sur le principe diviser-pour-régner pour
construire un arbre optimal (voir algorithme 1). Cet algorithme est & la base d’un
ensemble d’algorithmes d’arbres de décision célébres tels que ID3 (Quinlan, 1979),

C4.5 (Quinlan, 1993) et CART (Breiman et al., 1984).

Algorithme 1 : Construction d’un arbre de décision (Cornuéjols et Miclet, 2010)

Procédure Construire-arbre(neud X)
début

si Tous les objets de X appartiennent a la méme classe alors
| Créer une feuille portant le nom de cette classe

sinon
Sélectionner le meilleur attribut pour créer un nceud
" Le test associé & ce nceud sépare X en deux parties notées X, et Xy

Construire-arbre(neud X,)

Construire-arbre(neud X )

L_

Dans chaque récursion, 1’algorithme sélectionne le meilleur attribut pour parti-
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racine

Niveau 0

Niveau 1

Pasteque Pomme Raisin Niveau 2
sucré

Pamplemousse Citron Cerise  Raisin Niveau 3

Figure 1.3: Un exemple d’arbre de décision. Adaptée de Duda et al. (2001).

tionner un groupe (nceud) en sous-ensembles purs (un groupe pur contient des
objets appartenant & la méme classe). Il existe plusieurs mesures pour classer et
sélectionner le meilleur attribut, parmi eux le gain d’information (utilisé par ID3)
et I’indice de Gini (utilisé par CART). Supposons qu’on a un nceud N contenant
un ensemble d’objets D étiquetés par m classes, C; (pouri = 1,...,m). C;p est
I’ensemble d’objets de la classe C; dans D. La probabilité qu'un objet de classe

C; appartient & D (p;) est estimée par |C; p|/|D|.

Le gain d’information pour un attribut A est donné par la formule 1.6.

Gain(D, A) = Entropie(D) — Z |’DDv|| x Entropie(D,), (1.6)

v€valeur(A)

ou D, est le sous ensemble de D qui contient la valeur v de 'attribut A et

Entropie(D) est 1'entropie de Shannon (quantité d’information) calculée par la
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formule 1.7 (Cover et Thomas, 2006).

Entropie(D) = — Zpilogg(pi). (1.7)

L’attribut A avec le gain le plus grand est choisi pour diviser le nceud N. L’al-
gorithme C4.5 utilise une version modifiée de gain d’information appelée ratio du

gain d’information.

L’indice de Gini mesure I'impureté d’un ensemble d’objets. Si on divise I’ensemble
D du nceud N en v sous-ensembles {D;, Ds, ..., Dv}‘selon les valeurs de ’attribut
A, l'indice de Gini de A sera :
: | Dy
Gini(A oA 1.8)
-5 2 | D, (

=1

ou Gini(D,) est I'indice de Gini du sous-ensemble D,, donné par la formule :

Gini(D,) =1 - sz (1.9)

L’attribut qui maximise la réduction d’impureté (qui a l'indice de Gini le plus

petit) sera sélectionné pour la division.

1.3.1.2 Approches bayésiennes

Les approches bayésiennes calculent les probabilités d’appartenance d’un objet
donné & une classe particuliére. Elles se basent sur le théoréme de Bayes qui a

la formule suivante :
P(X]Y)P(Y)
P(X)

X et Y sont deux variables aléatoires. P(Y|X) est la probabilité a posteriori de Y

P(Y|X) = (1.10)

sachant X. P(Y) et P(X) sont les probabilités a priori de YetX respectivement.
P(X|Y) est la probabilité a posteriori de X sachant Y.

Le théoréme de Bayes peut étre utilisé pour résoudre des problémes de classifica-

tion. Si un objet X (décrit par un ensemble de d attributs) et une classe variable



23

Y ont une relation non déterministe, ils seront considérés comme deux variables
aléatoires. A partir des données d’apprentissage, on peut estimer les probabilités a
posteriori P(Y|X) de chaque couple X et Y. La connaissance de ces probabilités
permet la classification d’un nouvel objet X' par I'identification de la classe Y'

qui maximise la probabilité a posteriori P(Y'|X') (Tan et al., 2006).

La classification bayésienne naive suppose que les attributs sont conditionnelle-
ment indépendants étant donnée une classe y. L’indépendance des attributs est

exprimée par la formule :

d
PX|Y =y) =[] P(XilY =), (1.11)

Pour classifier un objet, on calcule la probabilité a posteriori de chaque classe Y

selon :
P(Y)ITi, PCXIY)
P(X)

PY|X) = (1.12)

Etant donnée la probabilité a priori P(X) est constante pour toute les classes Y,
le prédicteur choisit la classe qui maximise le terme [J%, P(X;|Y) (Tan et al.,

2006).

Contrairement & l'approche naive, les réseaur bayésiens relachent 1’hypothése
d’indépendance entre les variables et permettent des dépendances entre les sous-
ensembles de variables. Ils représentent les relations probabilistes entre les va-
riables par un modéle graphique. Un réseau bayésien entrainé sur un ensemble
de variables aléatoires est constitué par un graphe orienté acyclique et des tables
de probabilités conditionnelles. Les sommets du graphe représentent des va.ri.ables
et les arétes décrivent les relations de dépendance entre deux sommets (parent
et descendant). Chaque sommet est associé & une table de probabilité condition-
nelle qui spécifie la distribution conditionnelle du sommet sachant ses parents. Le

réseau bayésien respecte la propriété de I’indépendance conditionnelle ou chaque
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sommet est conditionnellement indépendant de ses non-descendants étant donnés

ses parents (Duda et al., 2001; Tan et al., 2006; Han et al., 2011).

P(a) P(b)

a,= winter
Pa) Pla) Pla) P@,)  a = spring b, = north Adlantic Pth) Pib)
: 4 \ ¥ a’ = summer b, = south Atlantic [—_'Dm
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Figure 1.4: Réseau bayésien. Source : Duda et al. (2001).

I=S03 Séparateurs a vaste marge

Les séparateurs a4 vaste marge sont connus aussi par le nom machines a vecteurs
de support ou en anglais support vector machine (SVM). Dans un probléme de
classification binaire, ces approches séparent les exemples (objets) en deux classes
par un hyperplan en utilisant des exemples essentiels appelés vecteurs de support
et des marges définies par ces derniers (figure 1.5) (Boser et al., 1992). Il existe un
nombre infini d’hyperplans séparateurs qui ont un taux d’erreur de classification
d’exemples d’entrainement nul. Néanmoins, ces hyperplans ne garantissent pas
une performance égale avec des exemples inconnus. Pour cela, les SVM cherchent
a trouver ’hyperplan qui minimise le risque empirique de classification (le nombre
d’exemples de test mal classés). Selon un principe de statistique d’apprentissage

(Vapnik et Chervonenkis, 1971), Boser et al. (1992) ont montré que I’hyperplan
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avec une marge maximale minimise ce risque.
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Figure 1.5: Séparations linéaires des données (Han et al., 2011).

Supposons qu’on a un ensemble de N objets notés par (x;,y;:) (1 = 1,2,..., N) ot x;
est I'ensemble d’attributs du :*™¢ exemple associé avec la classe y; et y; € {—1, 1}.
Selon la propriété de séparabilité linéaire des exemples, Il existe deux types de

SVM :

— SVM linéaires appliqués sur les données linéairement séparables. L hyper-

plan séparateur est décrit par I’équation linéaire suivante :
w-x+b=0, (1.13)

oll w est un vecteur de poids (méme taille que x) et b est un coefficient.
A partir de I’équation 1.13, on peut déduire la classe de chaque exemple z
selon le signe du terme w - z + b, s’il est positif y = 1 (z se trouve en haut
du séparateur), sinon y = —1 (z en bas du séparateur).

La marge de ’hyperplan séparateur est la distance entre deux hyperplans
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paralléles définis par les équations 1.14 et 1.15.

w-x+b=1, (1.14)
w-x+b=-1 (1.15)

Par soustraction de 1’équation 1.15 de 1.14, on peut calculer la distance

entre ces deux hyperplans, qui est :

2 .
d= ——. 1.16
[[wl] o

ou ||w|| est la norme du vecteur des poids w.
La recherche de la marge maximale revient & : (1) ’estimation des para-
métres w et b du séparateur & partir des données d’entrainement selon ces

deux conditions :

w-x;+b2>1 si y;=1 et A7y
w-xg+b< -1 si y=-1 (1.18)

qui peuvent étre résumées par :
y(w-x;+b)>1, i=1,2,..,N. (1.19)

et de (2) la minimisation de la fonction objective :

_liwie

f(w) 5 (1.20)

La minimisation de la fonction quadratique (1.20) sous la contrainte linéaire
(1.19) est un probléme d’optimisation quadratique convexe. Ce probléme
peut étre résolu par la réécriture de la fonction et de la contrainte en une
fonction lagrangienne primaire :

N

Ly = HwlF = S wtw-x+6) 1), (121)

1=1
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ol o; sont des coefficients positifs appelés multiplicateurs de Lagrange, puis
sa transformation en une formulation duale (avec les conditions de Kuhn-
Tucker) qui implique seulement les multiplicateurs de Lagrange et les don-

nées d’entrainement :

L 1

LD = z Gy = 5 Zaiajy,-iji + X (122)

i=1 ¥
La résolution du probléme dual peut s’effectuer par des techniques d’opti-
misation quadratique.
Dans 1’étape de test, la classe y, d’'un exemple inconnu z est donnée par
une fonction basée sur la formulation lagrangienne :

N
@) = signe(w-2+t) = signe S owxi -z +b). (129

i=1

Si f(z) est positive, y, = 1, sinon y, = —1 (Tan et al., 2006; Cornuéjols et
Miclet, 2010; Han et al., 2011).

SVM non linéaires pour les données non séparables linéairement. Ce sont
une extension des SVM linéaires. Ils transforment ’espace des données ori-
ginales en un espace de redescription de dimension supérieure (en utilisant
une fonction de mappage ®(x)) afin de trouver un hyperplan séparateur

linéaire dans le nouvel espace. L’équation duale 1.22 devient :

N
1
LD = E @ —= 5 E aiajy,-yj@(x;) R @(Xj). (124)
=1 L]

Le produit scalaire ®(x;) - ®(x;) correspond & une mesure de similarité
entre les deux vecteurs dans 1’espace de redescription. Ce produit peut étre
remplacé par une fonction de similarité K (x;,x;), appelée fonction de
noyau et qui se fait dans ’espace original. Parmi les fonctions de noyau
admissibles, les SVM non linéaires utilisent des fonctions polynomiales,
des fonctions gaussiennes & base radiale (radial basis function, RBF) et

des fonctions sigmoides (Han et al., 2011; Tan et al., 2006).
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1.8.14 Les k plus proches voisins

La méthode des k plus proches voisins (k-nearest neighbor ou KNN en anglais)
appartient & la famille des approches d’apprentissage qui se base sur les exemples.
Contrairement aux approches vues précédemment (arbres de décision, bayésiens,
etc.), celles-1a ne construisent pas un modéle ou une hypothése d’entrainement.
Elles conservent les objets d’entrainement pour les utiliser ultérieurement dans la
classification des objets inconnus. La classification d’un objet donné par la mé-
thode des k plus proches voisins s’effectue par la recherche et la comparaison avec
les k objets d’entrainement proches (similaires) a lui. La proximité entre les objets
est définie par une distance telle que la distance euclidienne. La distance eucli-
dienne entre deux objets X; et X, décrits respectivement par les deux ensembles

d’attributs (2)11,7)12, ...,.’Eln) et, (le,:c22, ...,xgn) est :

n

d’I:St(Xl, Xg) = Z(.’L'li == .’132i)2. (125)

i=1
D’autres types de distances peuvent &tre appliqués tels que la distance de Ham-
ming pour les valeurs discrétes. Une fois que la liste des objets proches est déter-

minée, 1’objet inconnu est assigné & la classe majoritaire de la liste.

1.3.1.5 Approches ensemblistes

Ces approches tendent & ameéliorer la performance de la classification par une
combinaison de plusieurs modéles de base ayant des performances faibles sur un
jeu d’entrainement. La prédiction finale d’un exemple de test est constituée par
le vote majoritaire de ces modeéles de base. Néanmoins il faut que les modéles de
bases soient indépendants de I'un de ’'autre et aient un comportement différent
de Taléatoire (taux d’erreur inférieur & 0.5) pour que leur combinaison aie une

meilleure performance qu’un modéle de base. Si ¢; est le taux d’erreur du modéle
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1, le taux d’erreur de I'’ensemble des modéles de base est :

€ensemble = i (N) e(l—e)l (1.26)

=4 i
On trouve dans la littérature plusieurs méthodes pour la construction d’un mo-
déle ensembliste (Tan et al., 2006; Witten et al., 2011). Ces méthodes peuvent
manipuler les jeux de données, les attributs, les classes et/ou les algorithmes d’en-
trainement.

— Génération de plusieurs jeuz d’entrainement par une série d’échantillon-
nages du jeu de données initial. Les échantillonnages se font selon une
distribution donnée et ont la méme taille. Les modéles de base sont en-
trainés avec ces nouveaux jeux de données afin de constituer le modéle
ensembliste. L’algorithme Bagging (de bootstrap aggregating) est basé sur
cette méthode. Chaque échantillonnage (bootstrap) se fait avec remise, par
conséquent des exemples peuvent étre présents plusieurs fois dans le méme
bootstrap comme ils peuvent ne pas y apparaitre. L’algorithme Boosting
et sa variante AdaBoost (de Adaptive Boosting) attribuent des poids aux
exemples dans chaque bootstrap. Initialement, tous les exemples du pre-
mier bootstrap ont le méme poids. Un modéle de base est entrainé sur ce
jeu de données et les poids des exemples seront mis & jour (augmentés si
les exemples sont mal classifiés sinon réduits). Cette étape est répétée plu-
sieurs fois en sélectionnant des exemples qui ont un poids plus élevé (se
concentrant sur les cas difficiles & classifier).

— Sélection aléatoire d’un sous ensemble d’attributs pendant la génération des
jeuz d’entrainement. L’algorithme Random forest est une combinaison
de ce principe avec ’algorithme bagging en utilisant des arbres de décision
comme modéles de base. Dans chaque itération, Random forest entraine

un arbre sur un bootstrap (échantillonnage aléatoire avec remise) en sélec-
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tionnant d’une maniére aléatoire un ensemble d’attributs pour la division
des noeuds de l’arbre.

— Transformation du jeu de données multi-classe en un probléme de classi-
fication binaire par partitionnement aléatoire de l’ensemble des classes en
deux sous-ensembles disjoints correspondant & deuz classes. Les classes des
exemples appartenant & éhaque sous ensemble sont réétiquetées. La trans-
formation est répétée plusieurs fois avec une construction d’'un modéle de
base bi-classe. Un system de vote est utilisé pour déterminer la classe d'un
exemple de test & partir des prédictions des modéles de base.

— Manipulation des algorithmes d’apprentissage. Le modéle final peut étre
homogéne ou hétérogéne. Un modéle ensembliste est homogéne quand tous
ces modéles de base appartiennerit 4 la méme classe d’algorithmes (arbre
de décision ou SVM, etc.). Les modéles de base sont entrainés sur le méme
jeu de données par contre paramétrés différemment. Par exemple attribuer
des poids différents dans chaque itération ou choisir un attribut parmi
un top-k pour la division des nceuds dans un arbre au lieu de chercher le
meilleur attribut. Les modéles hétérogénes combinent plusieurs algorithmes
de types différents (par exemple un arbre de décision, un bayésien et un
KNN). Cette approche est appelée Stacked generalization ou Stacking,.
Au lieu d’utiliser le concept de vote pour la classification, le stacking utilise
un méta-modéle qui apprend quels modéles de base classifient correctement

les données.

1.3.2 Approches non supervisées

1:3:.8.1 K-moyennes et k-médoides

Les algorithmes des k-moyennes (k-means) et k-médoides cherchent & trouver une

partition de k groupes exclusives qui optimise un critére de partitionnement (fi-
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gure 1.6). Chaque groupe (cluster) sera représenté par son centre (soit la moyenne
du groupe, ne faisant pas obligatoirement partie de ’ensemble dans le cas de k-
moyennes, soit un point médiane du groupe, appartenant & I’ensemble des données
dans le cas de k-médoides). Ces approches tendent & minimiser la distance (ex-
primée par U'erreur quadratique) entre chaque objet et le centre de son groupe
afin de maximiser la similarité des objets & I'intérieur d’un cluster. Cela revient &
minimiser la fonction objective somme des erreurs quadratiques de tous les objets

avec leurs centres ; sa formule est :

E=Y Y dist(p,c:)?, (1.27)

i=1 peC;

ol k est le nombre de groupes, p est un objet, c; est le centre du cluster C; et
dist(z,y) est la distance entre les deux points z et y qui peut étre calculée par la
formule 1.25 (Han et al., 2011). Ce probléme d’optimisation est NP-difficile méme
pour k = 2 (Jain, 2010).

- —— -

(@) Initial clustering (b) Iterate (c) Final clustering

Figure 1.6: Partitionnement d’un ensemble d’objets par la méthode k-moyennes.

Source : Han et al. (2011).

1.3.2.2 Regroupement hiérarchique

Les méthodes de regroupement hiérarchique produisent une hiérarchie de parti-

tions (contrairement aux méthodes de partitionnement qui produisent des parti-
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tions disjointes & un seul niveau). Cette hiérarchie peut étre représentée par un
arbre appelé dendrogramme, par un diagramme de Venn ou textuellement (fi-
gure 1.7). Han et al. (2011) divise les méthodes hiérarchiques en trois catégories :
méthodes algorithmiques, méthodes probabilistes et méthodes bayésiennes. Les
méthodes algorithmiques considérent ’ensemble des objets comme déterministe
et générent les partitions selon une distance déterministe entre les objets. Cepen-
dant, les méthodes probabilistes utilisent des modéles probabilistes pour calculer
la distance entre les objets et la qualité des clusters. Les méthodes bayésiennes cal-
culent une distribution de 1’ensemble des partitions possibles. Historiquement, les
méthodes algorithmiques sont les plus utilisées. Elles comprennent deux approches
basiques : une approche ascendante (agglomérative) et une approche descendante.
A linitialisation, ’approche ascendante considére les objets comme des clusters
individuels puis, & chaque étape, elle fusionne les deux paires de clusters les plus
proches. L’autre approche commence par ’ensemble des objets comme un seul
cluster puis, & chaque itération, elle sélectionne et divise un cluster jusqu’a ce que

les clusters contiennent un seul objet.

1.3:2.3 Algorithmes basés sur la densité

Les algorithmes basés sur la densité définissent un cluster comme une région
de grande densité d’objets entourée par une région de faible densité. DBSCAN
(Density-Based Spatial Clustering of Applications with Noise (Ester et al., 1996))
est le plus connu parmi ces algorithmes. Les objets dans les régions de faible den-
sité sont considérés comme du bruit et seront éliminés. La densité pour un objet
donné est calculée par le nombre d’objets qui tombent dans un rayon Eps & partir
de cet objet. Afin de déterminer si le voisinage est dense ou non, 1’algorithme uti-
lise un autre paramétre MinPts qui spécifie le seuil de densité des régions. Cette
approche de densité permet de classifier chaque objet comme 1) un objet central

qui existe & l'intérieur d’une région dense, 2) un objet de bordure qui est trés
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Figure 1.7: Représentations graphiques des résultats d’algorithmes hiérarchiques.

Adaptée de Duda et al. (2001).

proche d’une ou plusieurs régions denses ou 3) un objet bruit qui existe dans une
région de faible densité. Un cluster est constitué par I’ensemble des objets centraux
qui se trouvent mutuellement dans les voisinages et par leurs objets de bordure.
Les approches basées sur la densité sont utilisées pour extraire des clusters irré-
guliers, arbitraires ou entrelacés; a 'opposé des approches de partitionnement et

hiérarchiques qui sont congues pour trouver des clusters de formes sphériques.

1.3.3  Evaluation de I’apprentissage

Un modeéle de classification est robuste s’il peut classifier correctement un jeu de
données indépendant des objets d’entrainement. Cela se traduit par le pouvoir de
généralisation du modéle. Usuellement, la performance d’un modéle est évaluée
par son taux d’erreur sur un jeu de test. C’est la proportion des exemples faus-

sement classifiés. A D'inverse, la proportion des exemples correctement classifiés
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est le taux de bonne classification ou accuracy. Cependant, ces mesures consi-
dérent chaque classe d’importance égale, ce qui n’est pas toujours vrai dans les
problémes de classification. Dans les cas de déséquilibre de taille des classes (class
imbalance problem) on peut se fier & des métriques plus adéquates et fiables pour

mesurer 1’évaluation des modéles d’apprentissage.

1.3.3.1 Métriques d’évaluation de la performance

Supposons qu’'un jeu de données divisé par deux classes : une classe d’intérét et
une classe négative étiquetées + et — respectivement. Les prédictions d’un modéle
testé sur ce jeu de données peuvent étre :

— Correctes pour la classe + (ensemble des vrais positifs)

— Correctes pour la classe — (ensemble des vrais négatifs)

— Fausses pour la classe —, prédites comme + (ensemble des faux positifs)

— Fausses pour la classe +, prédites comme — (ensemble des faux négatifs)

Ces quatre ensembles sont agencés dans une matrice de confusion (tableau 1.2).

Tableau 1.2: Matrice de confusion pour un probléme de classification binaire

Classes prédites

+ = Total

+ | Vrais positifs (VP) | Faux négatifs (FN) E

Classes réelles | — | Faux positifs (FP) | Vrais négatifs (VN) N
Total N’ P+N

Si on généralise le probléme & n classes (C1, Cs, ..., Cy), les résultats de prédiction
de la classe C; (1 <1 < n) seront :
— VP de C; est I'’ensemble de tous les exemples C; classés comme C;,

— VN de C; est I’ensemble de tous les exemples différents de C; classés comme
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non Cj,

— FP de C; est I’ensemble de tous les exemples différents de C; classés comme
a; | |

— FN de Cj est I'ensemble de tous les exemples C; classés comme non C;.

A partir de la matrice de confusion, plusieurs métriques peuvent &tre calculées :

1. Taux de vrais positifs (TVP) : proportion des exemples positifs cor-
rectement prédits. Il est appelé aussi sensibilité, rappel ou TPR (pour true
positive rate).

TVP =VP/(VP + FN) (1.28)

2. Taux de vrais négatifs (TVIN) : proportion des exemples négatifs cor-

rectement prédits. Il est connu aussi par la spécificité.
TVN =VN/(VN+ FP) (1.29)

3. Taux de faux positifs (TFP) : proportion des exemples négatifs incor-

rectement classés. On I'appelle aussi FPR (pour false positive rate).
TFP=FP/(VN + FP) (1.30)

4. Taux de faux négatifs (TFN) : proportion des exemples positifs incor-
rectement classées.

TFN = FN/(VP + FN) (1.31)

5. Précision : fraction des exemples positifs correctement classés par rapport

4 tous les exemples classés positifs par le modéle.
Précision =V P/(VP + FP) (1.32)

6. F-mesure : moyenne harmonique du rappel et de la précision.

2 X rappel X précision

F — mesure = (1.33)

rappel + précision
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1.3.3.2

Méthodes d’estimation du risque réel

Utilisation d’un échantillon de test (méthode holdout) : le jeu de
données initial est divisé en deux sous-ensembles disjoints. L’un des sous-
ensembles est utilisé pour I’entrainement d’un modéle d’apprentissage (trai-
ning set) et l'autre est utilisé pour évaluer la performance du modéle (test
set). Le risque empirique est ’ensemble des erreurs commises sur le jeu
d’entrainement. Par contre, la mesure des erreurs commises sur le jeu de
test est considérée comme une estimation du risque réel. Une variante de
cette méthode est le sous-échantillonnage aléatoire. La méthode hol-
dout est répétée k fois sur un jeu de données. Le taux d’erreur global est
la moyenne des erreurs de chaque itération.

Validation croisée (k-fold cross-validation) : cette méthode divise le
jeu de données de ta:llle d en k partitions disjointes et de tailles approxi-
mativement égales (2 < k < d). L’entrainement et le test sont réalisés &
fois alternativement. Dans chaque itération, une partition est gardée pour
le test et le reste des k-1 partitions est fusionné pour construire un modéle
d’apprentissage. Leave-one-out est un cas spécial de la validation croisée
ol k = d. Le taux d’erreur global est la moyenne des erreurs de toutes les
itérations.

Bootstrap : la méthode réalise un échantillonnage avec remise du jeu
de données original. Si ce dernier contient d exemples, un échantillon (ou
bootstrap) de taille d contiendrait 63.2% des exemples des données ori-
ginales (comme un exemple peut apparaitre plusieurs fois, sa probabilité
d’étre sélectionnée est 1— (1 —1/d)? et elle tend vers 1 —e~! = 0.632 quand
d est assez grand). Le reste des exemples non sélectionnés (36.8%) forme le
jeu de test. L’échantillonnage est répété k fois. Dans chaque itération 7, un

modéle est entrainé avec le bootstrap boot; et testé sur le jeu de test test;
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et sur la totalité du jeu original. La méthode .632 bootstrap calcule le

taux de bonne classification (accuracy) comme suit : .

k
1
Accuracy = = 2(0.632 X aCCUTACYtest; + 0.368 X accuracyorigina) (1.34)

=1

1.4 Apprentissage automatique et bioinformatique

L’apprentissage automatique et la biologie ont une association étroite et com-
plexe. Les travaux pionniers d’apprentissage automatique ont essayé de mimer des
concepts de la biologie tels que les neurones (perceptrons et réseaux de neurones
artificiels (Rosenblatt, 1958; Rumelhart et al., 1986)) et I’évolution (algorithmes
génétiques (Holland, 1992)). La biologie a appliqué aussi des concepts d’appren-
tissage automatique pour la modélisation de ses problématiques. Les premiéres
applications des techniques d’apprentissage automatique dans les sciences biomé-
dicales remontent aux années 1970 (figure 1.8). Les premiers algorithmes utilisés
étaient les réseaux de neurones artificiels (ANN), les modeéles de Markov cachés
(HMM) et les arbres de décisions. Les autres algorithmes, tels que les SVM et
Random Forest, ont commencé & é&tre appliqués en bioinformatique seulement &

la fin des années 1990 (figure 1.8).

L’apprentissage supervisé a été utilisé dans différents domaines de la bioinforma-
tique pour la classification des données biologiques et génomiques. Des algorithmes
ont été congus pour 'identification et la prédiction de nombreux éléments associés
aux génes tels que les promoteurs (Bucher, 1990), les sites d’épissages (Degroeve
et al., 2002), les sites d’initiation & la transcription (Ohler et al., 2002) et les
activateurs (Heintzman et al., 2007). D’autres approches d’annotation des génes
combinent des modéles entrainés pour prédire les types des régions des génes
comme les introns, exons et les régions non traduites (UTR) (Picardi et Pesole,

2010).
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Figure 1.8: La croissance de I'utilisation des méthodes d’apprentissage supervisé

dans les articles référencés dans PubMed. Source : Jensen et Bateman (2011).

Les approches d’apprentissage supervisé ont été largement exploitées dans la pré-
diction de nouveaux types d’ARNs non codants & partir des données de séquencage
des ARNs (RNA-seq). Différents outils, basés sur ces approches, ont été propo-
sés pour la prédiction des miARNs et leurs précurseurs dans plusieurs espéces.
Par exemple, triplet-SVM (Xue et al., 2005) et MiRFinder (Huang et al., 2007)
entrainent des modeéles SVM pour prédire les précurseurs des miARNs. D’autres
outils implémentent des modéles basés sur les HMM comme ProMiR (Nam et al.,
2005), HHMMIiR (Kadri et al., 2009) et SSCprofiler (Oulas et al., 2009). Des
modeéles probabilistes basés sur des approches bayésiennes ont été développés

pour 'identification des séquence matures des miARNs (BayesMiRNAfind (Yousef
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et al., 2006), MatureBayes (Gkirtzou et al., 2010)). MiPred (Jiang et al., 2007),
HuntMi (Gudy$ et al., 2013) utilisent Random forest pour prédire les précurseurs
des miARNs et MiRdup (Leclercq et al., 2013) l'utilise pour valider les miARNs

matures.

Les méthodes d’apprentissage automatique peuvent servir a faire du génotypage,
de la classification fonctionnelle et de ’annotation de séquences. Ces méthodes
sont spécifiques soit & une espéce soit & un groupe d’organismes donné. Particulié-
rement chez les virus, il existe peu de méthodes de classification qui intégrent des
techniques d’apprentissage automatique. SCUEAL (Pond et al., 2009), MuLDAS
(Kim et al., 2010) et COMET (Struck et al., 2014) sont des outils congus pour la
classification des virus VIH-1 ainsi d’autres virus (VHC). SCUEAL combine un
modéle phylogénétique et un algorithme génétique alors que COMET est basé sur
des modéles de Markov et des arbres de décision. Quant & MuLDAS, il entraine

un modéle statistique basé sur ’analyse discriminante linéaire.

Plusieurs méthodes basées sur ’apprentissage automatique sont développées pour
la classification des séquences bactériennes, métagénon'liques et écologiques en
rangs taxonomiques. Elle sont compétitives avec des méthodes basées sur ’aligne-
ment de séquences (Altschul et al., 1990) et la phylogénie (Matsen et al., 2010).
Les deux outils Ribosomal Database Project Classifier (RDP) (Wang et al., 2007)
et Naive Bayes Classifier (NBC) (Rosen et al., 2011) implémentent un algorithme
bayésien naif pour entrainer leurs modeles de classification. MgFC (MetaGeno-
mic Fragment Classification) (Tzahor et al., 2009) et PhyloPythiaS (Patil et al.,
2011) utilisent les séparateurs a vaste marge (SVM). Les modéles de Markov
d’ordre variable (ou des modéles interpolés, en anglais Interpolated Markov Mo-
dels (IMM)) ont été utilisés initialement dans I'identification des génes dans des
génomes microbiens (GLIMMER (Salzberg et al., 1998)). Ces modéles sont aussi

utilisés dans des outils pour la classification métagénomique (PhymmBL (Brady
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et Salzberg, 2009), PHYSCIMM (Kelley et Salzberg, 2010)). TACOA (Diaz et al.,
2009), congu pour la classification des fragments génomiques environnementaux,

utilise l'approche des plus proches voisins.

Différents types de données biologiques non séquentielles sont analysés par de§ ap-
proches d’apprentissage automatique. Les technologies des puces 8 ADN (DNA mi-
croarray) et de séquencgage des ARNs (RNA-seq) générent des quantités énormes
de données d’expressions de génes. Les méthodes d’analyse de I’expression de génes
utilisent des approches d’apprentissage supervisé (réseaux de neurones, bayésiens,
SVM, Random forest, etc.), de clustering (k-moyennes, algorithmes basés sur la
densité, etc.) ainsi de sélection d’attributs (par exemple des méthodes de sélec-
tion basées sur les SVM, la corrélation et le test de x?2) (Pirooznia et al., 2008).
D’autres domaines de la bioinformatique font appel aux techniques d’apprentis-
sage automatique telles que la prédiction de la structure secondaire des ARNs et
protéines, la prédiction des sites de liaisons des facteurs de transcriptions, l’ana-
lyse de données de la chromatine et la classification fonctionnelle des génes et des

protéines (Tarca et al., 2007; Libbrecht et Noble, 2015).

1.5 La classification des séquences : motivation et problématique

Le nombre des séquences nucléotidiques générées et entreposées dans les bases de
données (privées et publiques) a connu une croissance exponentielle (figure 1.9).
Cela est di & 'accessibilité et aux faibles cotlits des nouvelles technologies de sé-
quengage. Ces séquences nucléotidiques sont de différentes tailles et correspondent
aux séquences génomiques partielles et/ou complétes des milliers d’espéces étu-

diées sous différentes conditions biologiques.

Le séquencage des éléments et des marqueurs génétiques aide & 1’élucidation et &
la compréhension des différents mécanismes et voies biologiques tels que la crois-

sance, le développement et la réponse aux stress biotiques (infections virales et
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Figure 1.9: La croissance du nombre de séquences dans les
 bases de données GenBank et WGS de NCBL  Source
http ://www.ncbi.nlm.nih.gov/genbank /statistics

bactériennes) et abiotiques (froid, sécheresse, etc.). Aussi, la détermination de la
composition génomique de chaque espéce est primordiale dans les études des pro-
cessus évolutionnaires et des relations phylogénétiques. Par conséquent, les taches
d’identification, de classification et de mise en contexte génomique, biologique et
taxonomique de chaque nouvelle séquence sont indispensables dans les différents

domaines de recherche en biologie (animaux, plantes, microbiologie, etc.).

Nous nous intéressons dans ce mémoire & deux problématiques de classification dis-
tincts issues de deux projets majeurs et indépendants. Le premier projet consiste

a la construction d’un systéme automatique d’annotation et de classification des
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génomes viraux. Le deuxiéme projet cherche & identifier des miARNs exprimés
par le blé et impliqués dans le développement et la réponse aux stress abiotiques
(froid, salinité et aluminium) de la plante. Les deux projets ont généré un nombre
énorme de séquences nucléotidiques ainsi des données de différents types apparen-
tées & ces séquences et aux expériences. Les approches de classification abordées
dans les deux projets sont différentes tenant compte de la divergence de leurs
contextes et types de données. Cependant les deux approches sont congues pour
résoudre un probléme standard de classification qui peut étre reformulé comme

suit :

Etant donné :
— Une séquence génomique S; (partielle ou compléte et nouvellement séquen-
cée, extraite d’une séquence plus longue ou d’une base de données),
— Un ensemble de séquences de référence S étiquetées avec un ensemble de
classes C,
Identifier :
— La classe C, de la séquence S;.
Cette formulation est conforme & un probléme d’apprentissage supervisé. Les
classes des séquences peuvent étre des éléments génétiques, des fonctions bio-
logiques, des caractéristiques, des traits, des rangs taxonomiques, etc. La classifi-

cation des séquences constitue un probléme difficile et non trivial.

En fonction des différentes classes ou organismes étudiés, plusieurs méthodes d’ap-
prentissage automatique ont été développées. Elles peuvent étre associées & une
espéces (I’humain (Baumgartner et al., 2004), la drosophile (Ohler et al., 2002), le
VIH (Struck et al., 2014), etc.) ou génériques (Pirooznia et al., 2008; Patil et al.,
2011). Selon la complexité des données, les approches de classification peuvent
étre simples (Edgar, 2010) ou intégratives combinant plusieurs méthodes dans

un seul pipeline (de Oliveira et al., 2005). Chaque étape du pipeline traite les
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données de sortie des étapes précédentes afin de raffiner les résultats. Les mé-
thodes de classification qui se basent sur la similarité des séquences utilisent un
alignement de séquences (Huson et al., 2007). Il existe d’autres méthodes, dites
ab initio, qui ne dépendent pas de l’alignement de séquences. Elles utilisent des
attributs calculés & partir des caractéristiques des séquences (par exemple la fré-
quences des motifs de taille fixe) pour faire entrainer un modéle d’apprentissage
automatique (Wang et al., 2007). Le choix des types d’attributs est important
pour la construction d’un systéme discriminant. Généralement ces méthodes ont
une efficacité proches & celles des méthodes basées sur l’alignement mais elles sont

plus rapides et consomment moins de ressources.

Au dela du développement des méthodes d’apprentissage automatique, il est im-
portant en bioinformatique de fournir des services exploitant ces méthodes. Ainsi,
plusieurs services dérivés des méthodes d’apprentissage automatique existent pour
résoudre plusieurs problématiques tels que COMET pour la classification du VIH-
1 (Struck et al., 2014) et MiRdup pour l'identification des miARNs (Leclercq et al.,
2013). Afin de rendre ces méthodes réutilisables et reproductibles, il est important
de permettre l’accés & ces services via des logiciels libres et interfaces web. Dans
les deux projets abordés, I'une des exigences concerne ’accessibilité des services

qui sont développés.
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2.1 Abstract

Background : Advances in cloning and sequencing technology are yielding a mas-
sive number of viral genomes. The classification and annotation of these genomes
constitute important assets in the discovery of genomic variability, taxonomic
characteristics and disease mechanisms. Existing classification methods are often
designed for specific well-studied family of viruses. Thus, the viral comparative
genomic studies could benefit from more generic, fast and accurate tools for clas-
sifying and typing newly sequenced strains of diverse virus families.

Results : Here, we introduce a virus classification platform, CASTOR, based on

machine learning methods. CASTOR is inspired by a well-known technique in mo-
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lecular biology : restriction fragment length polymorphism (RFLP). It simulates,
in silico, the restriction digestion of genomic material by different enzymes into
fragments. It uses two metrics to construct feature vectors for machine learning al-
gorithms in the classification step. We benchmark CASTOR for the classification
of distinct datasets of human papillomaviruses (HPV), hepatitis B viruses (HBV)
and human immunodeficiency viruses type 1 (HIV-1). Results reveal true positive
rates of 99%, 99% and 98% for HPV Alpha species, HBV genotyping and HIV-1 M
subtyping, respectively. Furthermore, CASTOR shows a competitive performance
compared to well-known HIV-1 specific classifiers (REGA and COMET) on whole
genomes and pol fragments.

Conclusion : The performance of CASTOR, its genericity and robustness could
permit to perform novel and accurate large scale virus studies. The CASTOR web
platform provides an open access, collaborative and reproducible machine learning
classifiers. CASTOR can be accessed at http://castor.bioinfo.ugam.ca.

keyword : sequence classification prediction virus classification

2.2 Background

Genomic sequence classification assigns a given sequence into its related group of
known sequences with similar properties, traits or characteristics. It is a funda-
mental practice in different research areas of microbiology yielding major chal-
lenges in comparative genomics. Accurate genomic sequence classification and
typing could help to enhance the phylogenetics and functional studies of viruses
(Van Belkum et al., 2001). They also help in determining pathogenicity, deve-
loping vaccines, studying epidemiology and drug resistance (Van Belkum et al.,
2001; Struck et al., 2014). Recent advances in DNA sequencing and molecular
biology techniques provide an immense collection of genomic information. Such
data volume raises challenges for genetic-based classification techniques. Three

main approaches have been designed and implemented to classify different types
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of viruses based on their genomic sequence characteristics. The first is sequence
alignment-based approach which is widely used, e.g. in similarity search methods
(BLAST (Altschul et al., 1997), USEARCH (Edgar, 2010), etc.) and in pairwise
distance based-methods (PASC (Bao et al., 2014), DEmARC (Lauber et Gorba-
lenya, 2012), etc.). The second is phylogenetic-based approach. It is implemented
in several tools, e.g. REGA (de Oliveira et al., 2005; Alcantara et al., 2009) and
Pplacer (Matsen et al., 2010). The aim of these methods is to place an unknown
sequence on an existing phylogenetic tree of a set of reference sequences. Each
time a given sequence has to be classified, it is realigned with the set of reference
sequences. Then, either a new phylogenetic tree is inferred or the given sequence is
placed in the existing tree. The third is alignment-free approach including methods
based on nucleotide correlations (Liu et al., 2008) and sequence composition (Yu
et al., 2013; Struck et al., 2014). It transforms sequences or their relationships to
feature vectors and then constructs a phylogeny, a statistical model or a machine
learning model (Vinga et Almeida, 2003; Bonham-Carter et al., 2013). These me-
thods are reviewed in Vinga et Almeida (2003), Mantaci et al. (2008), Xing et al.
(2010) and Bonham-Carter et al. (2013). Restriction fragment length polymor-
phism (RFLP), a molecular biology technique (Williams, 1989), is used to type
different virus strains (Bernard et al., 1994; Nobre et al., 2008; Janini et al., 1996;
Mizokami et al., 1999; Nakao et al., 1991). Several algorithmic approaches have
tackled theoretical and experimental problems related to the restriction enzyme
data such as restriction mapping problem (see Pevzner, 2000, chap. 2), phylogeny
estimation (Adams et Rothman, 1982; Templeton, 1983; Felsenstein, 1992), SNP
genotyping (Chang et al., 2010) and analysis of RFLP digitized gel images (Bajla
et al., 2005; Maramis et al., 2011). However, large scale computational sequence
classification based on the RFLP technique is not yet covered in literature. Due
to the genetic polymorphism in DNA sequences, fragments resulting from enzyme

digestions are different in terms of number and length between individuals or
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types. A set of restriction enzymes grounds a fragment pattern signature for each
sequence. Therefore, similar sequences ought to have similar fragment patterns
and thus similar restriction site distributions. This a priori knowledge could be
used to build a machine learning model where sequences are represented by res-
triction site distributions as a feature vector and a class feature corresponding to a
taxonomic level (genus, species, etc.). In this paper we introduce CASTOR, a ma-
chine learning web platform, to classify and type sequences. CASTOR integrates
a new alignment-free method based on the RFLP principle. Our in silico method
is independent of the sequence structure or function and is also not organism-
specific. CASTOR is designed to facilitate the reuse, sharing and reproducibility

of sequence classification experiments.

2:3 Methods

238 Overview of the approach

In this paper, we propose an in silico approach to identify and classify viral DNA
sequences based on their restriction enzyme sites using supervised machine lear-
ning techniques. Like other supervised learning approaches, the proposed one is
divided into two main units (Fig. 2.1). The classifier construction unit builds and
trains classification models (or classifiers). It requires a set of reference viral geno-
mic sequences, their classes and a list of restriction enzyme patterns. It starts by
creating a training set including a group of feature vectors. The latter is computed
from the distribution of the restriction site patterns on the given DNA sequences
and then refined by feature selection methods. A collection of learning classifiers
are then trained and evaluated using 10-fold cross-validation in order to choose the
best classifier. The second unit (prediction unit) is intended to predict the classes
or annotations of given viral sequences. The inputs of this unit are a classifier, a

set of DNA sequences and the same list of restriction enzyme patterns used to
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train the classifier.

2:3:2 Restriction fragment pattern-based features

Here, we propose a set of features simulating the outcome of the RFLP technique.
From REBASE database (Roberts et al., 2015), we extracted a list of 172 type
IT restriction enzymes and their recognition sites. Type II family cleaves (cuts)
DNA sequences precisely on each occurrence of the recognition site. Then, the
restriction digestion of DNA sequences is computationally simulated. In order
to build a training set, for a sequence s and enzyme z we compute two metrics
representing the distribution of the digested fragments : the number of cuts of
the enzyme (CUT (s, 2z)) and the root mean square of digested fragment lengths
(RMS(s, z)) calculated as

where n is the number of fragments (CUT (s, z) + 1) and [; is the length of the 5**
fragment in linear genomes. For circular genomes n = CUT (s, z). Other metrics
could be easily computed from the fragment digestion to construct the feature

vectors.

2:3.3 Feature selection methods

The selection of an optimal subset of features improves the learning efficiency
and increases the predictive performance. Feature selection techniques reduce the
learning set dimension by pruning irrelevant and redundant features. Two relevant
methods of feature reduction are provided. The first method (topAttributes) ranks
the features according to their information gain (Ben-Bassat, 1982) and selects
a subset of top-k features. Information gain estimates the mutual information

between a feature and the target class. The second method (correlation) uses the
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Spearman’s rank correlation coefficient to construct a set of uncorrelated features.
The correlation coefficient between two feature ranking vectors u and v of size n

is computed as follows :

6 > i (ui — i)’
AGE=1] (2.2)

p=1

A two-tailed p-value is computed to test the null hypothesis which states that
two feature vectors are uncorrelated. In order to remove one of the two correlated
features, two strategies could be used : discarding the feature with the largest sum
of absolute correlation coefficients or the one with the smallest information gain

score.

2354 Learning and evaluation

We explored three types of classifiers : (1) symbolic methods (C4.5 decision tree
(J48) (Quinlan, 1993) and random forests (RFT), (Breiman, 2001)), (2) statistical
methods (naive Bayes classifier (NBA) (Langley et al., 1992; John et Langley,
1995), support vector machine (SVM) (Cortes et Vapnik, 1995) and K-nearest
neighbors (IBK) (Cover et Hart, 1967; Aha et al., 1991)) and (3) ensemble methods
(Adaboost (ADA)(Freund et Schapire, 1997) and Bagging (BAG) (Breiman, 1996)
both combined with J48) ; see Table A.1 for more details. A 10-fold cross-validation
strategy is used to assess the performance of the trained classifiers. Performance
measures are weighted according to the number of instances and computed for

the overall classification. The performance measures are :
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TPR=TP/(TP+ FN), (2.3)
FPR=FP/(FP+TN), (2.4)
Precision = TP/(TP + FP), . (2.5)
2 X TPR x Precision
= = . 2.
ledlieal TPR + Precision (2.6)

where TP, TN, FP, and FN are the number of true positive, true negative, false
positive and false negative predictions, respectively. TPR and F'PR are the true
positive rate and the false positive rate, respectively. We used Weka data mining

program to perform the training and the evaluation (Hall et al., 2009).

To include a negative class in the training sets, two approaches could be used.
First, provide manually constructed negative class from collected relevant data. Se-
cond, build it with the provided negative class generator. This generator constructs
altered sequences data from a sampling with replacement of the positive set se-
quences. To alter the sampled sequences, we reshape the RFLP length distribution
of the training set by randomly shrinking, expanding or keeping unchanged the
length of the sampled sequences. Then, each sequence is randomly shuffled while

preserving k-mer counts.

2:3:5 Datasets

In this study, we applied our approach to a wide range of viruses. We selected one
dsDNA virus (human papillomavirus (HPV)), one dsDNA-RT virus (hepatitis B
virus (HBV)) and one ssRNA-RT virus (human immunodeficiency virus type 1
(HIV-1)). (1) HPVs have a circular double stranded DNA genome of ~8000bp
and belong to five genera (Alpha, Beta, Gamma, Mu and Nu). HPVs belonging
to a genus share over 53% identity of their complete genomes and ones in the

same species level share over 62% of identity (Daigle et al., 2015; Bernard et al.,
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2010). We assessed the performance of HPV classification in the genus and species
taxonomic levels. At the species level, we selected only the Alpha HPV genus
representing the most abundant and diverse genomes in databases. It is divided
into thirteen species (Alpha 1-11, Alpha 13-14). Unfortunately, some HPV genera
(Mu and Nu) and Alpha HPV species (1, 5, 8, 11 and 13) were underrepresented
and were therefore discarded. (2) HBV genomes are smaller (3200bp) and are
circular partly double stranded DNA. HBVs are classified into eight genotypes (A-
H) with at least 8% divergence among their genomic sequences (Schaefer, 2007).
We evaluated the performances of our method for the genotyping of HBV strains.
HPV and HBV complete genome sequences were downloaded from the NCBI
RefSeq database (Coordinators, 2016). The taxonomic annotations were extracted
from the NCBI Taxonomy database (Coordinators, 2016). (3) HIV-1 genomes have
two copies of positive-sense single-stranded RNA with ~9700bp. Phylogenetically,
HIV-1 strains are divided into four groups : M, N, O and P (Robertson et al.,
2000; Plantier et al., 2009). M group strains are worldwide prevalent. They are
categorized into pure subtypes (A-D, F-H, J and K) and recombinant forms (up
to 70 CRFs and URFs). Genetic variations among subtypes afe about 20-30% for
env gene, 7-20% for gag gene and 10% for pol gene (Gao et al., 1998). For HIV-
1 classification, we studied complete genomes (CGs) and fragments covering pol
gene from the position 2253 to 3554 with respect to HXB2 reference sequence and
having a minimum size of 1Kbp (pol fragments). HIV-1 sequences were extracted
from the Los Alamos HIV sequence database (http://www.hiv.lanl.gov/). For all
the datasets, only complete, curated and well-annotated sequences were selected.
Moreover, each class ought to have an adequate number of genomic sequences in

order to have a representative genetic diversity.
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2:36 Simulation studies

Raw viral sequence datasets, described above, were class-size imbalanced, i.e., the
difference in the number of genome sequences belonging to each class was relatively
large. Generally, epidemiological studies are conducted on host-specific viruses
(human, cattle, etc.) with the highest prevalence and pathogenicity (Mufioz et al.,
2003; Perz et al., 2006). This leads to more data for some groups of viruses over
others. Usually, training standard classifiers on imbalanced datasets affects their
performance (mainly sensitivity and specificity) and misleads the interpretation
of their accuracy (Libbrecht et Noble, 2015; Lin et Chen, 2013). Under-sampling
majority class approach has been shown to perform well (Blagus et Lusa, 2010)
and could be used with standard algorithms. Hence, from each previous dataset,
we randomly performed under-sampling, without replacement, of the larger classes
to have relatively the same sizes as the other classes. In order to identify the best
parameters of the classifiers, we randomly sampled 10 datasets for each of tﬁe HPV
genera, HPV Alpha species, HBV genotypes, HIV-1 M subtypes CGs and HIV-1
M subtypes pol fragments data. For each obtained sample, we performed a 10-fold
cross-validation study with different classifiers built as follows. We constructed all
the combinations of the two metrics (CUT and RMS), the two feature selection
methods (topAttributes and correlation) and the seven learning algorithms. This
construction yielded 28 combinations * 10 datasets = 280 experiments for each

virus classification.

2.4 Results and discussion

The results section is divided into four parts : first, we show how the RFLP
signatures are suitable for viral classification ; second, we assess the performance
of several competing classification algorithms on different virus datasets; third,

we compare the prediction made by CASTOR against widely used methods for
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HIV-1 datasets, one of the most difficult to classify and fourth, we present the
CASTOR web platform.

24.1 Classification with RFLP signatures in virus families

Figure 2.2 highlights the natural RFLP cuts in the collected HPV, HBV and HIV-
1 datasets. The second column of the figure shows the multidimensional scaling
(MDS) plot of the first two dimensions of distances between the feature vectors
of the genomes. The separation between the different HPV genera (Fig. 2.2a)
could approximatively be drawn, which is partly the case for the HPV species.
The Cohesion (Daigle et al., 2015) and Silhouette (Rousseeuw, 1987) indexes
allow to measure the compactness and separability of classes. Here, both indexes
show moderate values (between 0.2 and 0.8 for Cohesion index and -0.2 to 0.7
for Silhouette index) indicating that the classes are not well distinct. Several
instances could be mislabeled or share the same RFLP cut patterns with other
classes. This results in low or negative values of Silhouette index in HPV Alpha
3, 7 and HPV Gamma (Fig. 2.2a). With CASTOR, the best HPV Alpha Species
classification obtains a TPR of 0.992 and F'PR of 0.002 in 10-fold cross-validation
analyses of 118 instances (see Table 2.1). The power of RFLP cuts in classifica-
tion of viruses could be observed in HBV genotypes heatmap (see Fig. 2.2b). HBV
highlights three genotypes (A, E and F) with Cohesion indezes for most instances
above 0.7 indicating very coherent classes. But B and C genotypes have values
between 0.1 and 0.6. The Silhouette index plots show several instances of B, C,
E and G genotypes that have an striking disagreement with their assigned classes
(Silhouette index < —0.1). Even with these constraints, CASTOR achieves the
genotyping of 230 HBV instances with T'PR of 0.996 and F'PR of 0.001 according
to a 10-fold cross-validation study (see Table 2.1). The HIV-1 cut site patterns
have more variability among pure subtypes and CRFs (Fig. 2.2c). Likely, the
MDS plot shows a moderate subtype clustering for the main HIV-1 subtypes. But
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this clustering is not well separated compared to HPV and HBV. This variability
among classes is reflected in low values of the Cohesion index (< 0.4). All, sugges-
ting either variability, noise or mislabelling. For instance, > 30% of HIV-1 B and
HIV-1 C instances tend to have RFLP cut patterns of other subtypes (negative
Silhouette indezes). With CASTOR, the subtyping of HIV-1 group M within 18
main subtypes was assessed for 597 instances with a TPR of 0.983 and F'PR of
0.001.

Previously, it has been clearly shown that RFLP has a power for classification
in several viruses such as HPV (Bernard et al., 1994; Nobre et al., 2008), HBV
(Mizokami et al., 1999) and HIV (Janini et al., 1996). But these studies are mostly
limited to two to five classes. To the best of our knowledge, our study constitutes
the first large scale and multi-class analyses of RFLP cut for classification. It
provides the basis to explore large and various types of classifications, in partic.:ular

those based on machine learning methods.

2.4.2 Machine learning classifier tuning and performance

The CASTOR platform relies on machine learning methods for the classification of
viruses based on RFLP signatures of nucleotide sequences. The platform is detai-
led in the CASTOR web platform section. Three important parameters constitute
the kernel of each CASTOR classifier : a metric, a feature selection method and a
learning algorithm. To assess the different combination of the models, we perfor-
med a 10-fold cross-validation of the 280 experiments associated to each of the five
datasets (HPV genera, HPV Alpha species, HBV genotypes, HIV-1 M subtypes
CGs and HIV-1 M subtypes pol fragments). From the overall results of the five
virus classifications, it is not obvious to distinguish the best candidate between
CUT and RM S metrics. In the genotyping of HBV, CUT performs better than
RM S (p-value = 0.0012, Wilcoxon/Kruskal-Wallis test) while in the HPV genera
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Figure 2.2: Class cohesion of three virus datasets. The four columns illustrate the

separability and compactness of three virus complete genomes datasets based on

172 restriction enzyme cuts. The first column shows heatmaps of CUT clustered by

x-axis. The samples in the y-axis are grouped by studied classes followed by intra-

cla.ss‘clusterings. The second column shows MDS of the CUT distances between

samples. The third and fourth column represent, respectively, the Cohesion and

Silhouette indexes of the classes. (a) Classes in HPV are Alpha species, Beta and

Gamma genera. (b) Classes in HBV are A-H genotypes (c) Classes in HIV-1 are

M pure subtypes and CRFs
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and species classifications RM S performs better than CUT (p-values 5.00E-03
and 0.0293, respectively ; Wilcoxon/Kruskal-Wallis test) (Fig. S1). However the
mean of weighted F-measures for both methods are in all cases > 0.906 (with a mi-
nimum of 0.793 and a maximum of 0.996). The same analyses were performed on
HIV-1 CGs and pol fragments. CUT performs slightly better than RM S in both
datasets when comparing the mean of weighted F-measures (p-values 0.0213 and
0.0237 for CGs and pol fragments, respectively ; Wilcoxon/Kruskal-Wallis test).
Due to the variability of HIV-1, the mean of weighted F-measures falls to 0.857 in
CGs and 0.793 in pol fragments (Fig. S1). Hence for the remaining of our study,
we will fix the RFLP metric according to its performance on the corresponding

datasets.

Figure S2 presents the comparative analyses of the two feature selection methods
(correlation and topAttribute) in the 280 experiments for each dataset. The mean
of weighted F-measures of the two feature selection methods are not statistically
different in all datasets (based on the Wilcoxon/Kruskal-Wallis test). In fact, the
results of the two methods are correlated for the three viruses with the Spearman’s
rank correlation coefficient ranging between 0.772 and 0.968 (see Fig. S4). In these
simulations, the seven learning algorithms have various performances according to
the different datasets. The algorithm J48 has the worst weighted F-measure va-
lues (see Fig. 2.3). However, its performance improves when combined with RFT
or BAG algorithms. In general, SVM performs better in four of five datasets with
mean of weighted F-measures > 0.906 and ranks number one in HPV Alpha spe-
cies, HBV genotypes and HIV-1 subtypes classifications and four in HPV genera
classification. It is followed by RFT, NBA and IBK. However, RFT and NBA are
affected by a large variance (Fig. 2.3). These rankings are clearly observable on
Figure S3 and Figure S4 presenting respectively the correlations CUT/RM S and
topAttribute/ correlation grouped by algorithms. While most algorithms have si-
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milar performance with CUT or RM S, Naive Bayes surprisingly performs better
with CUT.

2.4.3 Assessing the performance CASTOR on HIV-1 data

24.3.1 CASTOR exhibits high accuracy for different HIV-1 classification

Table 2.2 highlights CASTOR prediction accuracies on five CG and seven pol frag-
ment HIV-1 classifications. For each dataset, the best performing models (clas-
sifiers) have been identified according to a 10-fold cross-validation analysis. The
F-measure of the best classifier for the HIV-1 groups M, N, O and P indicates that
all the sequences are correctly classified (for CGs and pol fragments). For the pre-
diction of the main HIV-1 pure subtypes as well as CRFs, F-measures are above
0.971 (with FPR < 0.003) for both CGs and pol fragments when the pure sub-
types and CRFs are separate models. When combining pure subtypes and CRFs,
the F-measure still remains above 0.971 for CGs but it drops to 0.919 when the
classes are balanced to 30 instances per class or 0.962 for 200 instances per class.
It appears that the CASTOR models are underperforming when we try to predict
between pure subtypes and CRFs (F-measures of 0.795 and 0.885 for CGs and pol

fragments, respectively).

24.3.2 Comparing COMET, REGA and CASTOR

Next, we compared the performance of CASTOR against the most powerful and
widely used HIV-1 specific predictors namely COMET (Struck et al., 2014) and
REGA version 2.0 (de Oliveira et al., 2005; Alcantara et al., 2009) (Figure 2.4).
These comparisons are based on CG as well as pol fragment data. It is important
to notice that these programs are fixed and do not allow neither any change on
the trained classes nor new training samples. Here the actual training of COMET

and REGA includes respectively 55 and 22 classes for either CG or pol fragments.



‘wojre(d YOLSVYD Ul 9[qe[rear s[opout Surpuodsaliod ayj} surejuod (JI
ISYISSR[) UWN[0D 9], ‘[opou yoes Jo Jururer)} sy} Suump pasn ssep Iad selousnbalj s0ue)SUl JO [RAISIUT 973 SOJRIIPUI
[xew-urwi| s8uer oy ], “USAL3 aIe sooURISUI PUR Sesse[O SUIpUOdsaliod Jo IOQUINU dY) ‘UOIJRIYISSEd Yded 10 ‘SISA[eur

UOIYEpI[eA SSOID PIOJ-)T Y3IM POUIeIqO SUOTYEIYISSE]d [-ATH Gl JO 24nsvati-f PUR Ydd ‘Ud.L oY} SUrejuod d[qes sy,

LOTIAIHAIW 6880 GIT'0 6880 [00T - 001] 00 % SIYD sA sedAjqns amg
90TdAIHAING 39670 €000 29670 (002 - 00] 00¥¢ gl sIUD pue sedfjqns aing
SOTJAIHAWNA 6160 $00'0 0%6°0 [og - o€l 069 €¢  sIYD pue sadAiqus ey
POTJAIHAWd €660 1000 €660 [00z - 00¢] 0021 9 sI¥y 104
COTIATHAWA 12670 2000 11670 [og - o] 08¥ 91 190
COTJAIHAWA €860 €000 €860 [00¢g - 00€] 008T 9 sodAjqus aang
T0TJAIHAWA 0001 0000 000T i 76 ¥ (d pue O ‘N ‘W) sdnoip
SOODAIHANG  S6L°0 Q0Z'0 S6L0 [00T - 00T] 002 4 SIYD sA sedAiqns s g
VOODAIHAINd 1860 1000 18670 log - 0T1] Y47 8T  SIYD pue sedAjqns s
S0ODAIHAIN 0001 0000 000T [og - 01] €T z1 SIHD SDO
ZOOOAIHAWG 66670 1000 $66°0 [og - 0gl 681 9 sodA3qns g
T0DDAIHAWd 000'T 0000 000'T zg - 7] 9. v (d pue O ‘N ‘W) sdno1p
mm.mﬁo \ wooﬁﬁuwﬁm sadoue) m@mm..ﬂo
QI I_yisse) aunsvow-4 Ydd YdJI [¥ew - urw] -surjo # Jjo # UOIeOYISSB]))

62

YOLSVO Uy UonyedyIssed T-ATH JO UOren[eAy :z'g 9[qEL



63

To avoid under-represented classes, CASTOR was trained on 18 classes for CGs
and 28 classes for pol fragments (models are available under the classifier IDs
PMSHIV02 and PMSHIV03, respectively). We performed three comparisons (see
Figure 2.4). The first, named complete sampling, assesses the performance of each
method on 10 percent of randomly sampled Los Alamos HIV data. This sam-
pling permits to assess the performance of the predictors to fit realistic data with
unknown classes. The second, named specific subtypes, focuses, for each method,
only on the corresponding trained subtypes. The third, named common subtypes,
compares the performance of the methods on the intersection of the 3 trained
subtypes. This strategy is used due to the fact that the training of COMET and
REGA cannot be changed. Thus, it is difficult to adapt or perform other classifi-
cation studies or larger benchmark analyses. Figure 4 shows that for CGs, REGA
performs the best followed by CASTOR and for pol fragments COMET outper-
forms, followed again by CASTOR. In the two types of data, when not performing
the best, REGA or COMET performance drops drastically by more than 10% and
ranks at the third position (Figure 2.4). Meanwhile CASTOR ranks second in both
two types of data.

With CGs, CASTOR obtains a correct classification of 72.41% against the sam-
pling of Los Alamos HIV data when REGA obtains 76.77%. But when testing
predictors on their trained classes, the percentage of correct classification drasti-
cally increases to 98.33% and 96.61% respectively for REGA and CASTOR. This
result remains almost the same when comparing only the common trained classes
among the three predictors (Figure 2.4). These common classes cover 75% and
93% of the overall instances of the sampling of CGs and pol fragments, respec-
tively. The mean TPR of CASTOR is higher than 0.950 in the case of either
pure subtypes or CRFs. The TPR of REGA drops to 0.835 when assessing CRFs
and remains almost perfect for pure subtypes (Table 2.3). In pol fragments, CO-
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MET outperforms CASTOR and REGA in all comparisons. Applying the three
methods, COMET, REGA and CASTOR, on 10% random sampling of Los Ala-
mos HIV data, the percentages of correct classification were 91.74%, 72.48% and
86.64%, respectively. This result is confirmed when comparing only the common
trained classes where COMET reaches 95.57% and CASTOR 89.51%. Note that
REGA could not perform higher than 76% and has a mean T'PR of 0.953 for
pure subtypes competing with COMET. In CRF instances, COMET and CAS-
TOR. obtain almost an equal mean of TPR around 0.930 (Table 2.4). REGA
cannot perform well in CRF classification and has a mean of TPR equal to 0.570.
CASTOR has higher F'PR values compared to the two other programs in overall
classifications. This fact is not surprising since REGA and COMET are specifi-
cally tuned to predict HIV data. Their predictions with lower scores tend to be
discarded or ambiguous. For instance, COMET has 32% of its CG predictions that
are unassigned as well as 5% of its pol fragment predictions. Hence, these numbers
are higher than the false positive values of CASTOR, but they are not included
in the FPR camputation. However, it will be interesting to include in CASTOR
a threshold of inclusion of a given sequence into a class. This could help reducing
the F'PR but it would require deeper analyses. It also should be associated to the

open-set classification problem that is beyond the scope of this paper.

Even though CASTOR is not a specific HIV-1 classifier, it competes with the most
powerful methods in HIV-1. Unlike COMET and REGA, CASTOR provides an
" easy way of performing several types of class'iﬁca,tion (see Table 2.2). It also has
no restriction on the size of data and is time efficient. Hence, we completed the
analysis by performing a test on the whole Los Alamos HIV dataset (without the
training sequences of the three methods). For CGs (3 778 instances), CASTOR
completes the test in 1min59s with an accuracy of 91.2%. While for the pol frag-

ments (119 005 instances), it requires 20minl0s with an accuracy of 85.41%. It
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shows that CASTOR takes 0.01s to process a sequence that is far more efficient
than the time results indicated in (Struck et al., 2014) for REGA (28s/sequence),
but 10-fold less efficient than COMET (0.001s/sequence) (Struck et al., 2014).
Furthermore, due to size issues, it is not possible to perform such large analyses
in actual version of COMET server. Overall, CASTOR highlights a good accuracy
on the classification of the three studied viruses. However this accuracy is slightly
lower than specific virus predictors as shown previously. But it exhibits more
analysis capacity, permitting several and highly accurate set of classifications. As
shown in table 2.2, this accuracy is higher than 90% for almost all studies except
for comparing HIV-1 M pure subtypes vs CRFs. For less complex genomes such as
HPV and HBV, the mean of weighted F-measures is higher than 0.912. CASTOR
will allow to increase the class representatives, to add or remove classes and al<ns1:XMLFault xmlns:ns1="http://cxf.apache.org/bindings/xformat"><ns1:faultstring xmlns:ns1="http://cxf.apache.org/bindings/xformat">java.lang.OutOfMemoryError: Java heap space</ns1:faultstring></ns1:XMLFault>